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Introdução
Oliveira (2018) define uma serie temporal como uma coleção de observações feitas continuamente no tempo, sendo que essas observações possuem uma dependência entre si.  As redes neurais artificiais (RNA), que podem ser definidas segundo Leandro de Castro e Fernando Von Zuben (2001), como uma estrutura de processamento passível de implementação em dispositivos eletrônicos, composta por um número de unidades interconectadas, sendo que cada unidade apresenta um comportamento específico de entrada/saída.  O objetivo deste projeto é a criação de uma rede neural artificial para prever séries temporais financeiras, tendo como intenção obter uma previsão precisa e acurada de seus próximos valores e, assim, auxiliar na tomada de decisão.
Metodologia
No estudo, foi utilizado onze séries temporais obtidas através do site https://finance.yahoo.com, codificadas como ITSA4, KNRI11, HFOF11, PSSA3, TAEE11, CSAN3, SHUL4, ROMI3, SAPR4, EQTL3 e SANB3. Essas séries são do tipo financeiras, sendo que a HFOF11 e KNRI11 são ativos financeiros de fundos imobiliários e as demais séries são de ativos financeiros de empresas brasileiras listadas na bolsa de São Paulo.
A partir dos dados obtidos, foi implementado via linguagem de programação R as redes neurais artificiais (treinadas via Extreme Learning Machine) para, assim, obter as previsões futuras para as séries. Foram criadas três RNAs para cada série temporal estudada, sendo assim, para as séries ITSA4, KNRI11, PSSA3, TAEE11, CSAN3, SHUL4, ROMI3, SAPR4, EQTL3 e SANB3, que possuem 1240 observações, foram criadas uma RNA com 60 neurônios, outra com 80 neurônios e a última com 100 neurônios; já para a série HFOF11, que tem 764 observações, foram criadas três redes neurais, a primeira ajustada com 45, a segunda com 60 e a terceira com 75 neurônios. 
Resultados e Análise
Como resultado do estudo sobre a previsão de valores numéricos utilizando as onze séries financeiras juntamente com o código de previsão implementado via rede neural artificial (RNA), foi obtido três redes neurais para cada série, ou seja, foram obtidas três previsões para cada uma. As Figuras 1, 2, 3, 4, 5, 6, 7, 8, 9, 10 e 11 apresentam de forma gráfica as previsões obtidas por meio das redes neurais artificiais para cada série financeira. Ao aplicarmos as métricas de avaliação nas previsões da série financeira CSAN3, a rede neural artificial que teve o maior desempenho foi a RNA2, com o resultado de 6,4532 para o MSE, em contrapartida, a que teve pior desempenho foi a RNA1, com MSE igual a 7,0973. O mesmo foi feito nas demais previsões das outras séries financeiras e os resultados obtidos podem ser vistos na Tabela 2. 
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Figura 1. Previsão das RNAs para a série temporal CSAN3.
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Figura 2. Previsão das RNAs para a série temporal EQTL3.
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Figura 3. Previsão das RNAs para a série temporal HFOF11.
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Figura 4. Previsão das RNAs para a série temporal ITSA4.
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Figura 5. Previsão das RNAs para a série temporal KNRI11.
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Figura 6. Previsão das RNAs para a série temporal PSSA3.
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Figura 7. Previsão das RNAs para a série temporal ROMI3.
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Figura 8. Previsão das RNAs para a série temporal SANB3.
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Figura 9. Previsão das RNAs para a série temporal SAPR4.
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Figura 10. Previsão das RNAs para a série temporal SHUL4.
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Figura 11. Previsão das RNAs para a série temporal TAEE11.
	Ticket
	Melhor previsão 
	Pior previsão

	EQTL3
	RNA1 (MSE = 0,3359)
	RNA3 (MSE = 0,4659)

	PSSA3
	RNA2 (MSE = 1,1418)
	RNA3 (MSE = 1,2090)

	ROMI3
	RNA3 (MSE = 1,4052)
	RNA1 (MSE = 1,9796)

	SANB3
	RNA1 (MSE = 0,1463)
	RNA3 (MSE = 0,1544)

	SAPR4
	RNA1 (MSE = 0,0043)
	RNA2 (MSE = 0,0048)

	SHUL4
	RNA1 (MSE = 0,1363)
	RNA3 (MSE = 0,1545)

	TAEE11
	RNA1 (MSE = 0,5565)
	RAN3 (MSE = 0,6831)

	ITSA4
	RNA3 (MSE = 0,0282)
	RNA2 (MSE = 0,0363)

	HFOF11
	RNA1 (MSE = 0,1066)
	RNA2 (MSE = 0,1097)

	KNRI11
	RNA3 (MSE = 2,0513)
	RNA2 (MSE = 2,6702)


Tabela 2. Pior e melhor desempenho das RNAs.
A Tabela 2 mostra a importância do ajuste do número de neurônios para cada uma das séries, visto que para cada experimento alguma das três RNAs mostrou-se melhor ou pior. De modo geral, a RNA1 ajustada com o menor número de neurônio foi mais acurada na maioria dos ensaios e consequentemente as RNAs com mais neurônios apresentaram pior desempenho. De todo modo, as figuras neste trabalho ilustram a capacidade das RNAs ajustarem suas previsões na mesma tendência da série real, mesmo que no período tenha tida uma crise causada pelo coronavírus.
Considerações Finais
Ao decorrer da pesquisa encontramos trabalhos que possuem a mesma temática do presente projeto, como o artigo “Previsão de séries temporais financeiras utilizando redes neurais artificiais: um comparativo na crise de 2008”, publicado pela revista GEPROS no ano de 2018, contudo não encontramos nenhum software no mercado que faça a previsão de séries financeiras utilizando RNAs. Podemos concluir, levando em consideração o estudo feito, que as séries temporais são observações feitas continuamente no tempo que possuem como característica serem dependentes entre si. As redes neurais artificiais funcionam de forma similar ao cérebro humano, tentando reconhecer padrões de dados – que, neste estudo, buscam reconhecer os valores das series temporais estudadas e, assim, prever os valores futuros das mesmas – e, também, são capazes de aprender com a experiência. 
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